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Métodos de Proyeccion para Subespacios de Krylov

Introduccion

La resolucién de Sistemas de Ecuaciones Lineales es sin duda una de las dreas de
mayor importancia y auge investigativo en los ultimos tiempos, tanto en la fisica como en la
matematica, podemos citar algunas razones para esta afirmacion:

. el estudio de muchas situaciones terminan en un sistema de ecuaciones de grandes magnitudes

Ax = b, con A la matriz de coeficientes del sistema, b el vector de soluciones y x el vector
solucién del sistema. Al ser el sistema muy grande no puede ser abordados por los métodos
convencionales, como el calculo de la inverta 4!, el método de Gauss-Jordan entre otros

. en muchos casos el modelaje y simulacién numérica hecho por los ingenieros de situaciones

fisicas especificas, como por ejemplo: yacimientos petroleros, fluidos en medios porosos,
conduccion de calor en materiales, etc.termina en la resolucién de un Sistema de Ecuaciones
Lineales

. muchos métodos para la resolucién de Sistemas de Ecuaciones No Lineales implican la

resolucion de un sistema de ecuaciones lineales.

. existe una estrecha relacion entre la busqueda de autovalores y los Métodos de Proyeccién que

se implementan en la solucién de grandes sistemas de ecuaciones lineales.

Los Métodos de Proyeccién han sido una mina de grandes descubrimientos que han
permitido solucionar con mayor eficacia y eficiencia los Sistemas de Ecuaciones Lineales,
este trabajo sentard las bases tedricas necesarias para entender su funcionamiento,
ilustrando los ejemplos més importantes, nos pasearemos por métodos tan conocidos como
el Algoritmo de Arnoldi, veremos su relacion con otros métodos entre ellos el GMRES de
Saad y Schultz 1981 y llegaremos a analizar métodos de wltima generacién como el TMRES
de Hager 1986.

La novedad de éstos descubrimientos es sin duda una de las caracteristicas relevantes
de este trabajo, asi como su importancia en la resolucién de los Sistemas de Ecuaciones
Lineales y la busqueda de autovalores. Esta dltima es un 4rea de vital importancia en el
estudio de Ecuaciones Diferenciales y Sistemas de Ecuaciones Diferenciales.

La importancia de éstos avances ha obligado a que eventos tan relevantes como la IV
Escuela Matemdtica de América Latina y el Caribe (EMALCA) y XVII Escuela
Venezolana de Matematicas (EMV) a realizarce conjuntamente entre el 11 de septiembre y
el 16 de septiembre del 2004 hallan establecido como uno de los 4 temas a desarrollar
durante la semana: Métodos Iterativos para Sistemas Lineales.

Ademés incursionaremos en un grupo selecto de Métodos de Proyeccion aquellos
asociados a los Sub-espacios de Krylov y a las Condiciones de Ortogonalidad de
Petrov-Galerkin. Asi como también, analizaremos las Técnicas de Precondicionamiento
mas elementales, técnicas aplicables a cualquier Sistema de Ecuaiones Lineales con el fin de
mejorar sus caracteristicas espectrales.
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Antes de desarrollar los métodos de proyeccion es necesario hacer un recuento de
Algebra Lineal para ello se cre6 el capitulo Fundamentos de Algebra Lineal necesario para
familiarizarnos con el lenguaje y las herramientas utilizadas por los métodos de proyeccion
en su desempefio, dicho capitulo abarcara topicos desde: Matrices Cuadradas y
Autovalores hasta llegar a Subespacios Vectoriales pasando por Normas Vectoriales y
Matriciales.

Este trabajo nos permitird ademas familiarizarnos con unos de los programas mas
importantes en el area del Calculo Numérico: MatLab 6.0.0.88 (R12) Profesional para
Windows programa sobre el cual se crearon y ejecutaron todos los codigos y programas.
Dado que el componente de Célculo Numérico es crucial es nuestro trabajo tenemos que
especificar las caracteristicas de nuestro procesador: Pentium III 650 Mhz con 120 Mb de
memoria RAM.

Para terminar esta introduccion es importante resaltar como la resolucion de un Sistema
de Ecuaciones Lineales permite unificar tres grandes areas del conocimiento cientifico:
Calculo Numérico, las Matematicas y las Ciencias de la Computacion trio de areas que se
conjugan para desarrollar los métodos de proyeccion que estudiaremos a continuacion.
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Capitulo |

Fundamentos de Algebra Lineal

Matrices Cuadradas y Autovalores

Una matriz es cuadrada de orden & si el niimero de filas es igual al nimero de columnas
y ambos a su vez iguales a k, es decir m = n = k, entre los ejemplos més utiles tenemos la
matriz identidad:

= {5!}}u=1,..,,k (1.1

donde §; es el simbolo de Kronecker

Uisbilid
6a={ o (12)
Osii#j

La matriz identidad satisface la identidad /4 = Al = A para cualquier matriz 4 de
tamatfio k. La inversa de la matriz 4, cuando existe es una matriz C tal que C4A = AC = I.
La inversa de 4 sera denotada por A™'.

El determinante de una matriz (cuadrada) puede ser definido por muchas vias; por
simplicidad nosotros utilizaremos la definicion recursiva . El determinante de una matriz
1 x 1, 4 = [a] es el escalar a. Para el resto de los casos el determinante es definido por:

k
det(4) = Y (-1 a;det(4y) (1.3)

Jj=1

donde 4 ; es una matriz cuadrada de orden n — 1 obtenida eliminando la i — ésima fila y la
j — ésima columna de A. Una matriz es singular si det(4) = 0, en otro caso es llamada
nosingular. Ahora resefiemos algunas propiedades de los determinantes:

» det(4B) = det(BA)

+ det(47) = det(4) donde A7 es la matriz traspuesta de 4; al = a;

+ det(y4) = y*det(4)

o det (YZ )} = det(4)

o det(l) =1

Con la definicion anterior de determinante podemos mostrar por induccién que la
funcion p4(A) = det(4 — AI) para A un niimero complejo dado, es un polinomio de grado k,
al cual llamaremos polinomio caracteristico de A.
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Autovalores

Un niimero complejo A es llamado autovalor de A si existe un vector u € Ckconu # 0
tal que Au = Au. El vector u es llamado autovector de A asociado al autovalor A. El
conjunto de todos los autovalores es llamado espectro de A'y es denotado por 6(4).

Un escalar 2 es un autovalor de 4 siy solo si p4(1) = det(4 — AI) = 0, con lo cual se
asegura que s6lo pueden haber k autovalores diferentes, por ser A raiz del polinomio
caracteristico p 4. También es claro que una matriz que admita algin autovalor A = 0 es
singular. Un importante resultado lo enunciamos sin demostracion:

Una matriz A es nosingular si su determinante es diferente de cero

Se define radio espectral p(4) como el maximo médulo de los autovalores de 4

p(4) = max |A| (1.4)
Se define por fraza de una matriz cuadrada 4 la suma de todos los elementos de la
diagonal principal

k
tr(d) =Y ai (1.5)
i=1

es facil observar que
tr(d) =D A (1.6)

la suma de todos sus autovalores tomando en cuenta la multiplicidad de cada autovalor.

Tipos de Matrices
La eleccion de un método para la resolucion de un sistema de ecuaciones dependera en

muchas ocasiones de la estructura de la matriz 4. Una de la propiedades mds importantes
de las matrices es la simetria, debido a su impacto en la disposicién de los autovalores.
Citemos algunos ejemplos:

+ Matrices Simétricas: A7 = 4

« Matrices Hermitianas: 4¥ = 4 donde A" = 4" = A7

+ Matrices Normales: 474 = 44"

« Matrices No-negativas:a; >0 i=1,..m j=1,..n

+ Matrices Unitarias: Q70 =1

En este (ltimo ejemplo es necesario resaltar, que una matriz Q unitaria posee como inversa su

traspuesta conjugada:
0" = 0"

un matriz O tal que Q”Q es una matriz diagonal es llamada Ortogonal

Algunas matrices tienen estructuras particulares muy convenientes para fines
computacionales. La siguiente lista, aunque incompleta, resefia alguna de €éstas matrices, las
mismas son ampliamente implementadas por los Métodos de Resolucion de Sistemas de
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Ecuaciones Lineales, en especial por los referentes a Subespacios de Krylov.

» Matriz Diagonal: a; = 0 Vi #j

» Matriz Triangular Superior:a; = 0 Vi > j
 Matriz Triangular Inferior: a; = 0 Vi <j

» Matriz de Hessenber Superior:a; = 0 Vi >j+1
« Matriz de Hessenber Inferior: a; = 0 Vi <j+ 1

Producto Interno y Normas Vectoriales

Un producto interno en un espacio vectorial real o complejo X es una funcion s de
X x X — C, siendo C los complejos

xeXyeX—-sxy)eC
que satisface las siguientes condiciones:
1. s(x,y) es lineal con respecto a x:

s(A1x) + Aax2,y) = Ais(x1,y) + Aas(x2,y) Vax,xa €X, VA, eC  (L7)
2. s(x,y) es Hermitiana:

s(x,y) =s(x,y) VxyelX (1.8)
3. s(x,y) es Positiva Definida:
s(x,x) >0 Vx#0eX (1.9)

Observe que (1.8) garantiza que s(x,x) es un nimero real, (1.9) obliga a que también
sea positiva definida para todo x # 0. Para cualquier x, y tenemos:
5(x,0) = s(x,00y) = 0o s(x,y) =0
similarmente s(0,y) = 0 para cualquier y. Por lo que (9) puede reescribirse

s(x,x) 20" s(x,x) =0 x=0 (1.10)

Una relacién muy importante que se satisface para cualquier producto interior es la
llamada desigualdad de Cauchy-Schwartz:

sGep)IP < s(x,x)s(r.y) (1.1T)

Producto Interior Euclideo
En el caso particular del espacio vectorial X = C”,dados

—————

y) = D xFi (1.12)

i=]
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definicién que podemos reescribir utilizando matrices como:

(x.y) = y'x (1.13)

Una propiedad fundamental del producto interno Euclideo es:
(Ax,y) = (x,A"y) (1.14)

como consecuencia de esto, podemos enunciar el siguiente resultado:
Las matrices unitarias preservan el producto interno euclideo

(Qx,Qy) = (x,y) VY0 unitaria

Utilizando la definicién de producto internno podemos definir:
Matrices Positiva Definidas
Sea A una matriz cuadrada de orden k se dice Positiva Definida si

(Au,u) > 0V u € R (1.15)

Normas Vectoriales

Una norma vectorial en un espacio vectorial X es una funcion a valores reales, que
satisface las siguientes condiciones:

1. Definida Positiva: ||x|| >0, |x|| =0 <= x=0
2. Homogeneidad: | x| = |Bl|lx]l
3. Desigualdad Triangular: ||x +y| < |lx|| + ¥

Para el caso especial de X = C", nosotros podemos asociar con el producto interno
(1.12) la Norma Euclidea del vector:

Ixll, = y¢x.x) (1.16)

Si también utilizamos el hecho de que las matrices unitarias preservan el producto
interno Euclideo tenemos:

10xl, = llxIl, (1.17)

lo que implica que las transformaciones lineales asociadas con matrices unitarias () son
isometrias (preservan distancias).

La norma de Holder agrupa un niimero considerable de normas vectoriales como casos
particulares de esta:

n ¥
lxll, = (Zw) p=1 (1.18)
i=1

con sélo variar el valor de p obtenemos algunas normas de gran importancia:
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p =12 |xll, = bei|+ 2]+ + bl (19)
p=25|xly = ki P+l + - +pal> = Joox)

p o= lmlxl, = Ixll. = max{l)

La Desigualdad de Cauchy-Schwartz queda:
e < lx [yl (1.20)

Normas Matriciales

Para una matriz cualquiera A € C™™ nosotros definimos el siguiente conjunto especial
de normas

Al = max Sole (121)
m = B TR,
La norma .|| ,, es inducida a través de las normas ||.||, y ||. |l ,: normas que satisfacen
las propiedades usuales:

s |4 20, VAeC™, y |[A| =0 A4=0
* |IB4]l = IBll4]l, V4 e C™™, VBeC
o |4+BI < |l4]l +BIl, V4, B € C™
Los casos mas importantes estdn asociados a p,g = 1,2,00. Elcasop = g es
particularmente interesante y la norma asociada |. || ,, se denota simplemente por ||. ||, y es
llamada norma p. Una propiedad fundamental de una norma p es:

4B, < 41,1181, (1.22)

una consecuencia inmediata de la definicion (1.21). Normas matriciales que satisfacen la
propiedad anterior son llamadas consistentes. Un resultado de consistencia es que para
cualquier matriz A4 :

l4* 11, < 141} (1.23)

En particular la matriz A* converge a cero si y solo si la norma p es menor que 1.

La norma de Frobenius de una matriz 4 es definida por:

41l - = fZBa,-,-F (1.24)
=1 =1

aunque la norma de Frobenius no cumple alguna de las propiedades caracteristicas de las
normas matriciales, puede probarse que la misma es consistente.
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Las siguientes expresiones se derivan de la definicion (1.21) :

41l = max ;W:ﬂ (1.25)

411, = max > jay| (1.26)
=

41, = Jp(4f4) = [p(44™) (1.27)

Se puede demostrar que los autovalores de 4”4 son no-negativos.

Subespacios Vectoriales

Un subespacio de C” es un subconjunto de C" que también es un espacio vectorial
complejo. El conjunto de todas las combinaciones lineales de un conjunto de
vectores G = {a;,as,...,aq} de C" es un subespacio llamado subespacio generado por G:

q
gn{G} = gn{a,ay,....,ag} = {z e " | g= Eﬁ,-a,} (1.28)

i=]

Si los a; son linealmente independientes, entonces cada vector de G admite s6lo una
expresion como combinacion lineal de los {a;). En dado caso el conjunto G es llamado base
del subespacio gn{G}

Dos subespacios importantes asociados a toda matriz 4 € C™" son:

1. Rango:
Ran(A) = {Ax | x € C™}
2. Kernel
Ker(A) = {xe C" | Ax =0}

Vectores Ortogonales y Subespacios

Un conjunto de vectores G = {a;,a>,....a,} es llamado ortogonal si
(ana)y=0 Vi+j (1.29)
ademas se llama ortonormal si:

laill, =1 Vi (1.30)

Un vector que es ortogonal a todos los vectores de un subespacio S es llamado ortogonal
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a dicho subespacio. El conjunto de todos los vectores ortogonales a un subespacio S es
llamado complemento ortogonal de S y se denota por S*. El espacio C" = S @ S* lo que
asegura que cualquier vector de C" es suma direta y unica de dos elementos uno
perteneciente a Sy otro a §*.

Cualquier subespacio admite una base ortonormal la cual es obtenida a partir de una
base y “ortonormalizdndola”. La ortonormalizacion puede ser ejecuta a través del bien
conocido algoritmo de Gram-Schmidt que describiremos brevemente: dado un conjunto de
vectores linealmente independientes {x,x2, ...,X,} primero normalizamos el vector x; lo
cual es fécil simplemente dividimos el vector por su norma ||x; ||, asi obtenemos g de
norma 1: Para ortonormalizar x, hacemos:

X2 = X2 —q1{X2,91) (1.31)

g2 = T
lIx2 1l

el i-ésimo paso del proceso consiste en ortogonalizar x; contra todos los g; previos

Algoritmo de Gram-Schmidt
5
ri = Ix1ll, if [|x1]l, = 0 PARAR else q; = lel
2. for j=2:r

a. ry =(x;,qi)
b. for i=1:/-1

J-1
g =x-2rg
i=1
end
C. rj= ”6“2
d. if rﬁ‘ = 0
i. PARAR
else .
Lg=7
end
end
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Capitulo Il

Métodos de Proyeccion

La mayoria de las técnicas iterativas que existen en la practica para resolver grandes
sistemas de ecuaciones lineales utilizan, de una u otra forma, procesos de proyeccion.

Sea Ax = b con A una matriz de (n x n) b,x € R" supondremos que existe 4~ de
manera de asegurar que existe una solucion tnica X. Sea L y K dos subespacios
m — dimensional con m < n. Una técnica de proyeccion en el subespacio K y ortogonal a L
es un proceso que busca una solucién aproximada ¥ para Ax = b imponiendo como
condicién que ¥ € K yro = b— A% L L. SiL = K diremos que el método de proyeccion
es de Galerkin si L # K el método de proyeccion serd de Petrov-Galerkin.

Si deseamos explotar las ventajas de conocer una aproximacién inicial xo, entoncés
debemos redefinir nuestro problema de la siguiente manera:

¥ € xo + K de modo que se cumpla la condicion de Petrov — Galerkinrg = b— A% 1L L.

Note que si X es escrito como ¥ = x¢ + 8 y el vector residual inicial es definido como
ro = b — Ax, tenemos

b—AX =b—-Axg—-A6 =ro—A46 L L.
Es decir una solucion aproximada se obtiene asi:

X=x90+06 cond € K 2.1)
<rog—Ad,w>=0 Vwe L

La condicion de ortogonalidad impuesta por (2.1) en el nuevo residual 7| = ro — 4d es
ilustrada en la siguiente figura:

Ad

¥ Fo

/J:M

Figura 2.1: Interpretacion Geométrica de la Condicién de Ortogonalidad

10
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En forma matricial serd conveniente construir una base para Ky L. Sea
V=[vi[val...vm-1|vm] € R™™ una base para K y W = [wi|wa|...[Wm-1|wm] € R™" una
base para L, entonces queremos:

¥=xo+VyconlVy=6€K (2.2)
A8 =ry = AVy =ro = WTAVy = W'rg

Trasponiendo la base W para que pueda efectuarse el producto. Ahora
y = (WTAV)™'WTr, suponemos que WAV no es singular (2.3)
x = xo + V((WTAV) " ' WTro )

Notese que

<ro—-Adw>=0Vwel = Wi(rg—A48)=0= Wiro=Wi4s (24)

Algoritmo de Proyeccion
Cuando hablamos de un método iterativo como el descrito estamos refiriéndonos a un

proceso de refinamiento sucesivo de la solucion, es decir dado x hallaremos x, tal que la
solucién x, disminuya la norma del vector residual. Si calculamos: 7* = AX — b = 0 conlo
cual ||7* || = 0 en la medida en que nos aproximemos a ¥ la norma de |7« || - 0. Esto nos
permite olvidarnos de la solucion exacta del problema y establecer una folerancia, en este
trabajo la tolerancia fue tomada como 1077, es decir, los métodos se detienen cuando han
encontrado una solucién ¥4 que difiere de la solucién verdadera en 1077 = 0.0000001

1. Dadox

2. while norm(Ax — b) > tolerancia

Formar las bases V'y W para Ky L respectivamente

r=Ax-b

y = (WTAVY'WTr,
x=x+Vy

end

¢Cuando W7AV es invertible?

Hay muchas situaciones para las cuales esta matriz es invertible, cada método de
proyeccion desarrollado garantiza de forma diferente estd condicién, s6lo para ilustrar
tomaremos el caso:

» Cuando 4 es positiva definiday L = K
Demostracion

Si A es positiva definida, entonces: x”4x > 0 Vx % 0
Como L = K = W = VG con G invertible ... B = WTAV = GTVTAV

11
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Métodos para subespacios de Krylov

Vimos que para resolver Ax = b necesitamos buscar una aproximacion x,, € xo + Kn
de dimension m imponiendo la condicion de Petrov-Galerkin

b—Axm L Lm 2.5)

con L, un subespacio de dimensioén m. Sabemos que x, representa una aproximacion inicial
arbitraria. Un método basado en subespacios de Krylov genera una base de la siguiente
forma:

Kn(4,ro) = gen{ro,Aro,A*ro,A%rq, ...,LA™'ro} (2.6)

conry = b — Axy. La diversidad de métodos proviene de la forma en que se defina L.
Entre ellos tenemos: CG método de Gradiente Conjugado, el GMRES Método
Generalizado de Minimizacion de Residuales (Generalized Minimal Residual), el
BICGSTAB método Gradiente Bi-Conjugado Estabilizado.

Desde el punto de vista de Teoria de la Aproximacion buscamos una solucién de la
forma:

T=A"0=xg+qm1(Ad)ro 2.7

donde g es un polinomio de orden m — 1 en 4.

G

El Método de Gradiente Conjugado es la iteracion originaria para un subespacio de

Krylov, el mas famoso de los métodos conocidos y uno de los soportes del célculo
numeérico. Descubierto por Hestenes y Stiefel en 1952, para resolver sistemas simétricos y
positivos definidos. Se conoce como el método de descenso mds rdpido considera:

K, = gen{b,Ab,4*b,...,A™'b} (2.8)
de forma que minimiza en cada paso m
fatm) = (m = %) Awm — %) = lxm = 21 (2.9)
donde ¥ es la solucion exacta de Ax = b.

El vector cuya norma-A consideraremos es e¢,, = ¥ — x,, como el error al paso m. La
iteracion del Gradiente Conjugado puede ser descrita como sigue:

“un sistema de férmulas recurrentes que generan una sucesién
Unica de iterados {xm € Km} con la propiedad tal que en el paso m
leml| 4 es minima”

Trefethen L.y Bau D

12
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Nosotros presentaremos el algoritmo sin prestar atencion a la motivacion inicial, luego
enunciaremos algunas propiedades de ortogonalidad y a partir de éstas demostraremos la
minimalidad de |[en || , en el Teorema 2.1

Algoritmo CG Gradiente Conjugado de Hestenes y Stiefel
l.xg=0, ro=b,po=ro

2 1mp= 1,23
ﬁ _ S TPpisTn] >
n =
< Apn-1,pn1 >
Xn = Xp-| +ﬁnpn—l
Tn = rn-1 = Pndpn-i
- < Fp,Fpn >
Ehy = < Ip-1:sFn-1 >
DPn = Tn+ BnPn
end

Del algoritmo anterior se desprenden las siguientes propiedades que enunciamos sin
demostracion, la misma puede ser realizada por induccién matematica sobre el paso m de la
iteracion.

Las siguientes identidades de subespacios:
Kn = gen{b,Ab,A*b,...,A™ b} = gen{ro,r1,72,.... m-1} (2.10)
= gen{po,P1,P2;.--sPm-1} = eN{X1,X2,X3,....Xm}

La ortogonalidad de los residuales:

rar; =0 f<m {2:11)

Las direcciones de biisqueda son A-conjugadas:

prAp;=0 j<m (2.12)

A partir de (2.11) y (2.12) podemos demostrar rapidamente el siguiente teorema:

Teorema 2.1: Sea la iteracion de Gradiente Conjugado aplicada a una matriz simétrica y
positiva definida A tal que la solucion del sistema Ax = b es X. Si la iteracién ain no

—
converge en el paso m (es decir, r,,.; + 0), entonces x,, es el inico punto en K,, que minimiza
lem| 4. Ademas la convergencia es mondtona

lemll 4 < llem|l 4 (2.13)

Y lem| 4 = 0 para alginm < n

Demostracion:
Sea x, € K,, mostraremos que es el tinico punto de K,, que minimiza ||e,, || ,. Sea
ahorax =x, —Ax € K,,cone = ¥ —x = e, + Ax. Si calculamos:
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lemll3 = (em +Ax) A(em + Ax) = (em) A(em) + (Ax)"A(AX) + 2(em) " 4(A¥)

donde el wiltimo término es igual a 2(7,, )" (Ax), osea el producto interno de ,, con otro
vector de K, lo que por (2.11) dicho producto es igual a cero. Esta es la propiedad de
ortogonalidad que hace al CG poderoso. Ademas tenemos que:

lem 1% = (em) A(em) + (Ax)"A(A¥)

donde |len |3 = (em)4(em) = (Ax)TA(Ax) = 0. Dado que 4 es positivo definida
(Ax)TA(Ax) > 0 & Ax = 0 = x = xp. Ahora llem|l 4 €s minima < x = Xxp.

El resto de las implicaciones siguen rapidamente, la propiedad de monotonia (2.13) es
una consecuencia de la inclusion de K, < K+ con K, un subespacio de R”. Luego la
convergencia es alcanzada en no mas de » pasos.

Ejemplo: Sea As0.500 como sigue:
aij = 1
A=
ajj = aj € [-1,1] aleatorio

a esta matriz vamos a sustituir sus entradas |a;;| > p por cero.
La matriz resultante es simétrica, mal condicionada y para p cercanos a cero 4 es
positivo definida. La siguiente grafica muestra el comportamiento del CG para diferentes
valores del parametro p

Comportamiento del Gradiente Conjugado

6 T
- p=02
—— p=0.1
—& p=0.05
p=0.01
g
S of :
K]
s
E
k-
o
£
5 st :
E=]
_1D 1 1 1 1 1 ¥ —
0 5 10 15 20 25 30 3>

iteraciones

Figura 2.2: Gradiente Conjugado

A medida que p se acerca a cero la matriz 4 se hace positivo definida y la iteracion de
Gradiente Conjugado es cada vez mas eficiente. Para p = 0.2 la iteracion no llega a
converger.
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La Iteracion de Arnoldi

Es un método de proyeccion sobre K, para matrices no hermitianas. Este proceso fue
introducido en 1951 con la idea de reducir una matriz densa A a su forma de Hessenberg.
Arnoldi presento este método de esta manera, pero, ademés de conseguir llevar la matriz 4
a su forma de Hessenberg encontro que los autovalores de esta matriz (de Hessenberg) son
una buena aproximacion a los autovalores de la matriz original, por esta razon se
considera como un método eficiente para el calculo de autovalores de matrices grandes y
esparcidas.

El algoritmo basico
El proceso de Arnoldi es un algoritmo (til para construir un base ortogonal del
subespacio de Krylov K.
. Elegir un vector v; con ||vy ||, = 1
forj=1:m
fori=1:j
h;'j =< AVj,V,' >.
Wi= Avj - -i':l hg}'vi
by = || will,
if huij=—20
break
end

o

end

5O oored o [Thi B (B9 R

Vi = =2
"+1 hjﬂ,ﬂ

end

_.
&

En cada paso el algoritmo multiplica el previo vector de Arnoldi por la matriz 4 y
ortonormaliza el vector resultante w; al igual que a todos los vectores previos v; por el
proceso estandar de Gram-Schmid.

Arnoldi y la construccion de bases para los subespacios de Krylov

Sea Vi, = [vilval...lvm] ¥ H,, la matriz de Hessenberg de tamafio (m + 1) x m con
elementos #; # 0 definidos por el algoritmo de Arnoldi. También definimos H, la matriz

matriz cuadrada mas grande dentro de H,, de tamafio m x m (es la misma matriz H,, sélo
que se elimind la Gltima fila). Entonces se mantienen las siguientes relaciones:

AV = ViHpm + Whel, (2.10)
AV = Vi Hy,

Esto quiere decir que:
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hll hlm
h2 :
A vy e |=| W Vs
. hm+|.m
- =l — L e
Donde la m — ésima columna de esta ecuacion puede escribirse como:
Av,,, = hIMV] o O +hm!mvm+hm+],mvm+1 (2.11)

en pocas palabras v, satisface una relacion de recurrencia de (m + 1) términos envuelto
con los demas vectores previos de Krylov. Lo cual evidencia que los vectores
{v1,v2,...,Vn } forman una base de los sucesivos subespacios de Krylov generados por 4 y
b definidos como:

Km(4,b) = gen{b,Ab,A%b,A%b,...,A™ b} = gen{vi,v1,....,vn}  (2.12)
maés aun si los v; son ortonormales la base es ortonormal.
La Matriz de Krylov y la factorizacion QR

Si expresamos la observacion anterior en forma matricial, definimos la matriz de Krylov
de tamafio n x m como:

Kn = b Ab --- A™'b

matriz que puede ser reducida por la Factorizacion QR a: K,, = OwR» vista de forma
matricial como:

donde Q,, es V,,. Como en el proceso de Arnoldi no se calculan K, ni R,, explicitamente, el
algoritmo se hace inestable para matrices muy mal condicionadas en general. Aunque las
columnas de K, tienden todas a aproximar el mismo autovector dominante de 4. Las dos
ecuaciones anteriores dan una explicacion intuitiva de porque el proceso de Arnoldi lidera
los métodos para determinar autovalores.Claramente K, contiene muy buena informacion
sobre los autovalores de 4 con norma suficientemente grandes, y la factorizacién QR podria
revelar esta informacion sacando fuera una aproximacion al autovector luego otra,
arrancando con el autovector dominante.
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Proyeccién sobre subespacios de Krylov
Otra forma de ver el algoritmo de Arnoldi es como un calculo de proyecciones sobre
sucesivos espacios de Krylov. Esto se ve, notando que el producto V5, Vi1 €5 la Matriz
Identidad de tamafio n x (1 + 1), es decir, una matriz que tiene 1 en la diagonal principal y

ceros en el resto. Por ello, V5, V,,,+1H~,,, = H,, la matriz de Hessenberg.

Esta matriz puede interpretarse como la representacion en la base {vi,va,....Vm} de la
proyeccion ortogonal de 4 en K. Profundicemos al respecto, considere el operador lineal
K,, — K, definido como: dado z € K, aplicar 4 sobre él, entonces Az es proyectado
ortogonalmente sobre K ,,. Como el proyector ortogonal de C™ sobre Ky, es Vi Vi, este
operador puede escribirse ¥, V5,4 con respecto a la base estandar de C™. Con respecto a la
base de columnas de V,, podemos escribir: VAV

El tipo de proyeccién descrito viene a través de aplicacion es y del analisis numérico.
En otro contexto es conocido como el proceso de Rayleigh-Ritz, no coincidencialmente, ya
que los elementos de la diagonal de H,, se conocen como las cantidades de Rayleig de 4
con respecto a los vectores v;. Este proceso de proyeccion es también una de las ideas
subyacente a la solucién de ecuaciones diferenciales parciales por el método de elementos
finitos, asi como sus familiares mas cercanos son conocidos como métodos espectrales.

Ya que H,, es una proyeccién de A, uno podria imaginarse que sus autovalores estan
relacionados con los de 4 en una forma muy conveniente. Estos # nimeros

{6,y = {autovalores de Hn } (2.13)

son llamados estimaciones de Arnoldi para autovalores (para el paso m) o valores de Ritz
de A (con respecto de K ;). Més adelante veremos como éstos niimeros pueden ser
extraordinariamente aproximados a alguno de los autovalores de 4, incluso param < n.

La Iteracion de Arnoldi para la busqueda de autovalores
La biisqueda de autovalores mediante la iteracion de Arnoldi se hace buscando los
autovalores de la matriz de Hessenberg H , creada en cada paso por el algoritmo de
Arnoldi, a éstos autovalores se les conoce como las estimaciones de Arnoldi o valores de
Ritz, la busqueda de éstos autovalores en las matrices de Hessenberg se hace por los
métodos estandar entre ellos la factorizacién OR.

Sim < n por razones de célculo numérico, uno no puede esperar calcular todos el
autovalores de 4 por este proceso, ;Cudles autovalores podemos encontrar a través de
Arnoldi?. Tipicamente, se pueden hallar los autovalores extremos, aquellos que estan mas
cerca del radio espectral de la matriz 4. Afortunadamente éstos son de interés principal en
la mayoria de las aplicaciones.

Arnoldi y la Aproximacion Polinomial
Sea x un vector en el subespacio de Krylov K,,. Todo x puede escribirse como una
combinacién lineal de potencias de 4 para algun b.
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x = cob+c Ab + A%+ - + e A™ D (2.14)

Esto puede expresarse de forma compacta, si definimos
q(z) = co +c1z+ 22> + -+ + Cm1z™ ! Obteniendo

x=q(4)b (2.15)

Un anélisis de las iteraciones de Arnoldi toma la siguiente forma. Definimos:

PR = {Polinomio de grado m tal que ¢, = 1}

Ahora consideremos el siguiente problema de aproximacion:
Arnoldi - Lanczos Problema de Aproximacion: Buscar p™ € P™ tal que

|p™(A4)b| = minima (2.16)
(Qué relacion tienen las aproximaciones polinomiales con alglin autovalor de 4?7
Si nuestro objetivo es encontrar un polinomio p™ con la propiedad de que p™(4) es
pequefio, un medio eficaz para este fin seria escoger p™ para tener ceros cerca de los
autovalores de 4.

Consideremos un caso extremo, supongamos que A es diagonalizable y que sélo posee
m < n autovalores distintos, con p™ un polinomio minimal de grado m. Entonces, después
de m pasos, todos los demas autovalores seran calculados de forma exacta, por lo menos el
vector b contiene componentes en direcciones asociadas a todos los autovalores. Después de
éstos m pasos el polinomio minimal de A es calculado exactamente.

Ahora el convenio entre los valores de Ritz y los autovalores es aproximado en lugar de
exacto, y en lugar de tener un polinomio minimal, el resultado es un pseudo-polinomio
minimal, entiéndase, un polinomio p™ con la propiedad de que ||p™(4) || es pequefio

Lemniscatas de Arnoldi
El proceso de convergencia puede ilustrarse visualmente, por el grafico de la lemniscata
en el plano complejo. Una lemniscata es una curva o coleccion de curvas

{zeC:lp) =k (2.17)

donde p es un polinomio y k una constante. Si p es el polinomio de Arnoldi p™ para una
iteracion con la matriz 4 en el paso m, entonces k toma el valor

p= LG (2.18)

donde la curva definida es llamada Lemniscatas de Arnoldi. Como el nimero de iteraciones
m aumenta, componentes de éstas lemniscatas aparecen tipicamente rodeando los
autovalores extremos de 4 y se encogen rapidamente alrededor de un punto.
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Para ilustrar esta idea, sea 4 = rand(100) una matriz de tamafio 100 x 100 con todas
sus entradas niimeros que provienen de la distribucién normal con media 0 y desviacion
J100. A continuacion se presentan los autovalores de 4 y las aproximaciones de Arnoldi

Métodos de Proyeccion para Subespacios de Krylov

para los autovalores param = 5,7y 10
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Autovalores de A=rand( 100 ) con 5 pasos de Amoldi
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Figura 2.3: Método de Amoldi y Autovalores
Autovalores de A=rand( 100 ) con 7 pasos de Amoldi
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Figura 2.4: Método de Arnoldi y Autovalores
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Autovalores de A=rand( 100 ) con 10 pasos de Amnoldi
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Figura 2.5: Método de Arnoldi y Autovalores

Es importante destacar como las aproximaciones de Arnoldi o Ritz en muy pocas
iteraciones se posicionan alrededor de los autovalores dominantes.

GMRES

El Método Generalizado de Minimizacion de Residuales (Generalizad Minimum
Residual Method GMRES) es un método de proyeccion basado en tomar: K = K, y
L = AK,, con K, el subespacio de Krylov con v; = r¢/||ro ||. El GMRES esta pensado
para resolver matrices no simétricas. Es una extension de otro método de proyeccion el
MINRES, para sistemas no simétricos. Este método genera una secuencia de vectores
ortogonales que son almacenados para ser usados en iteraciones sucesivas. La forma mas
popular del GMRES se basa en la ortogonalizacion de Gram-Schmidt.

Cualquier vector x en x + K, se puede escribir como:
x =X+ Vmy (2.19)
donde y es el m-vector definido por:
JO) = I1b-Ax| = ||b—A(xo + Vay) | (2.20)

de la relacion (2.20) resulta
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b—Ax =b—-A(xo+Vmy)
= ﬁvl = leﬁ;y
= le(ﬁel "ﬁ;,V)

Visto que los vectores columnas de V41 son ortonormales, tenemos

J) = b= Ax]| = b= AGxo + Vap)|| = || Ber ~Hay 2.21)

La aproximacién GMRES es el tnico vector de x + K, que minimiza J(y). Por (2.19)
y (2.20) éstas aproximaciones pueden ser obtenidas facilmente con:

Ty = % ¢ Vi (2.22)
R

El calculo de y,, no requiere de elevados computos, s6lo de la solucién de un sistema
casi-cuadrado donde m es tipicamente pequeiio.

El Algoritmo GMRES
i1 ro = b—AIU, ﬁ = ||To ”h}: Vi = rofﬂ
2. Arnoldi para hallar V,, y Hp
3. ym = arg min, ”ﬁel —H~my “
4. Xm = Xgo + 57

Aspectos Computacionales del GMRES
Para resolver arg min, ” PBe; — ﬁ;y ” conviene transformar la matriz de Hessenberg en

una matriz triangular superior. Usando Transformaciones de Givens

1 0 |

Ci 8 .
Gi= «— filai
-5 Cj

K

Si hacemos esto m veces obtenemos

— filai+1
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Qm=Gm‘Gm—l"“’G2'Gl

ﬁ::: Qmﬁ-n:
Em = Om(Pe1) = [r1.r25-...”mn]”
Como Q, es unitaria, arg min,, ”ﬁe1 —ﬁ;y ” = arg min, ”?,;—ﬁ,:y "
Notese que:
0
= 2
/:H\ Rm P 2
[ i }— '] ISR Ry ] T
F'm

para y la solucion.

De lo anterior se desprende que:
1. El vector que minimiza || Pe —H~,,,y ” esta dado por y,, = ﬁ:_lﬁ
2. El vector residual en el paso m satisface:
b—Axm = Var (Ber ~Huym ) = Vi1 Qh(rmrimnr) (2.23)

y por lo tanto: [|b — Axpm || = [Fme1|

¢ Cuan rapido converge el GMRES?
Comenzaremos con 2 observaciones:
1. La convergencia del GMRES es monétona

Irmer | < llrmll (2.24)

2. Larazones que ||ry| es el méas pequeiio residual posible para el subespacio K. al aumentar

K a K1 nosotros solo podemos decrecer la norma del residual, o en el peor de los casos
mantenerla igual. Note que P" < P™! y considerando que P" & P™'.

3. Después de n pasos el proceso debe converger, con la ausencia de errores de redondeo:
Irmll =0

Para obtener mas infomaci6n sobre la convergencia, nosotros debemos volver al
problema de aproximacion polinomial. De alli sabemos que:

lrmll = pm(A)] < llpm(4) 11115 ]| (2.25)
y por ende la convergencia del GMRES esta dado por la desigualdad

2 (g -
e < nfIpn()] (2.26)
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Esto nos trae a una pregunta matematicamente elegante: Dada una matriz 4 y una
nimero m de iteraciones, ;Cudn pequefio puede ser ||p.(4)|| ? Esta pregunta es la base de
casi todos los analisis de convergencia de iteraciones sobre subespacios de Krylov para
resolver sistemas de ecuaciones.

Polinomios pequeiios en el espectro
Dada una matriz 4 y una nimero m de iteraciones, ;Cuédn pequefio puede ser [[pm(4)||?

El camino estandar para obtener estimaciones es buscar a los polinomios p(z) que son
lo mas pequefios posibles en el espectro A(4), mientras p(0) = 1. Si p es un polinomio y §
es un conjunto en el plano complejo, definimos el escalar ||p || ¢ como:

Iplls = suplp(@)| @27)

Suponga que 4 es diagonalizable, satisfaciendo 4 = VAV~ para alguna matriz
invertible ¥y una matriz A diagonal donde sus entradas son los autovalores. Entonces
tenemos:

lpm() | < IVIPTITHE = k()P Nl sy (2.28)

Combinando este resultado con (27) podemos formular el siguiente teorema:
Teorema: Al m — ésimo paso del GMRES, el residual r,, satisface

|rm || : )
1 = oL lpm(A)] < x(¥) inL 1P ]l pce (2.29)

donde A(A) es el conjunto de autovalores de 4, V' es una matriz invertible de autovectores (al
asumir que A es diagonalizable) y ||p| , 4, es como se defini6 en (2.28)
Este teorema puede ser resumido en palabras como sigue. Si 4 no esta lejos de lo
normal en el sentido de que x(¥) es pequefio y si la norma del polinomio de grado m
decrece en el espectro A(4) decrece rapidamente con m. Entonces el GMRES converge
rdpidamente.

Ejemplo: Sea A = 21, + 0,5—“"7“5(ﬂ para m = 200.

Mostremos primero la distribucién de los autovalores de 4:

23




Métodos de Proyeccion para Subespacios de Krylov

Autovalores de A=rand({200 ) con 7 pasos de Amoldi
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Figura 2.6: Método de Arnoldi y Autovalores

Ahora si definimos el sistema lineal Ax = i y aplicamos GMRES obtenemos que la
norma del error hasta hallar la convergencia es:

Logaritmo decimal de los errores

E; 1 2

Log(Errores)

T T T T T T T T T

1 1 1 1 ! 1 A L 1

-10
1

2 3 4 5 6 7 8 9 10 1
lteraciones

Figura 2.7: Convergencia del GMRES

donde en sélo 11 iteraciones alcanzé un error de 10~°. Esto es debido a la proximidad entre
los autovalores de 4. La convergencia en este caso es extraordinariamente rapida con una
velocidad aproximada de 4. La razén para esto no es dificil de divisar, como el espectro
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de A esta casi llenando el disco de centro z = 2 conradior = <, ||p(4) || es
aproximadamente minimizada por el cambio p(z) = (1- %) . Ahora [ — A/2 es una
matriz random escalada tal que su espectro llena el disco de radio + ¥ centro 0, nosotros

sabemos que

ol = || (1-4)"| =4~

Esta matriz 4 est4 bien condicionada con un nimero de condicion x(4) = 2.03.La
desviacion de la normalidad es modesta con (V) =~ 141

Otro ejemplo: A* = A + D con A como antes y D una matriz diagonal con
entradas complejas d; = (-2 + 2sin ;) +icos 6 6k =

kx

0<k<m-1

m-17
m la dimension de A4.
Los autovalores de A* estan distribuidos:
Autovalores de A
1 i - .‘.' aa { Bas i
D a ‘.‘ - .n -
) “ LAY
06F . i
o Yos
04t X.
.
2 02} .
- Y
o
2 D ]
E ‘:}
2 02t A A
3 ‘ .J
04 .:‘.,: i
06} - Y
o r‘»; -
08 wg .
] - e sa et ] e P |
0O 02 04 06 0B 1 12 14 16 18 2
gje real

Figura 2.8: Autovalores

Arnoldi después de 30 iteraciones no ha logrado acercarse lo suficiente a ningin
autovalor retrasando asi la convergencia del GMRES
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Autovalores de A=rand( 200 ) con 30 pasos de Amoldi
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Figura 2.9: Método de Arnoldi y Autovalores

La norma del error del GMRES de puede visualizar después de 70 iteraciones:

Logaritmo decimal de los errores
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Figura 2.10: Convergencia del GMRES

La convergencia comparada con el problema anterior es mucho més lenta 75 iteraciones
para disminuir el error a 6.64 x 1077, el nimero de condicién k(4) = 4.32. yx(V) = 54.0
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por lo que el deterioro de la convergencia no es explicado por los numeros de condicién
anteriores sino por la ubicacion de los autovalores.

Técnicas de Precondicionamiento

Un precondicionador es cualquier forma de modificacion implicita o explicita de un
sistema lineal original que hace que sea mas facil de resilber un método iterativo. Por
ejemplo, escalar todos las filas del sistema lineal para hacer que los elementos diagonales
sean 1'nos es una forma explicita de precondicionar. El sistema resultante se puede resolver
por métodos iterativos y probablemente requiera menos pasos para alcanzar la convergencia
que el sistema original. (aunque esto no esta garantizado a priori).

Como hemos visto anteriormente, la convergencia de los métodos iterativos depende de
las caracteristicas espectrales de la matriz de coeficientes. Por lo tanto, de puede intentar
una transformacion del sistema lineal en otro equivalente de forma que posea la misma
solucién, pero que tenga propiedades espectrales mas favorables. En general la idea de
precondicionamiento es muy simple, dado el sistema Ax = b para alugna matriz M
invertible de igual tamafio que 4 nosotros podemos hacer

M4x = Mb (2.30)

sistema que posee la misma solucién que el inicial, ahora la convergencia de los métodos
iterativos dependen de las caracteristicas de la matriz M~'4 en vez de las de 4, que de
acuerdo a la eleccion de M seran mejores o peores que las de 4.

En la figura se muestra un ejemplo de la distribucioén de autovalores para la matriz 4™ y
para la matriz M~'A* resultado de precondicionarla tomando como 4* = 4 + D como en el
ejemplo N° 2. La matriz que se usé para precondicionar fue la matriz triangular inferior de
A* a continuacién mostramos los autovalores del sistema precondicionado:

Autovalores de A=rand{ 200 ) con 5 pasos de Arnoldi

2 r T
< Aproximaciones de Amoldi
= Autovalores de A
154 -
1F o
o
e
s 05} 4
&
&
£
@ ofF (] =
a
058 o .
AF 4
O
.5 L ! L I " i
-1 05 0 05 1 15 2 25

sje real

Figura 2.11: Algoritmo de Arnoldi y Autovalores
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El sistema precondicionado sélo tiene un autovalor A, = A, = s dago = 14 0i. En
cuanto a la convergencia del GMRES para el mismo problema anterior tenemos

Contraste entre la convergencia de un sistema precondicionado y otro no

T

—— Sin precondicionar
—&~ Precondicionando

A

s

2t Mg i
A e
E 4} T J
3 e
35 &b S

B e

St 4

-10 L L i L 1 L 1
0 10 20 30 40 50 60 70 80

iteraciones

Figura 2.12: Mejorias del Sistema Precondicionado

Como vemos la convergencia es mucho mejor gracias a las caracteristicas del sistema
precondicionado, obteniendo un error inferior a 10~ en sélo 20 iteraciones.

Iteraciones precondicionadas

Desde el punto de vista préctico, el Ginico requerimiento de M es que el sistema lineal
Mz = r sea facil de resolver. esto se debe a que los métodos iterativos precondicionados
requeriran la solucion de un sistema lineal con la matri M en cada iteracion. Asi
reemplazamos el sistema original por el sistema precondicionado:

M'4x = M'b (2.31)

Sin embargo, la transformai6n anterior del sistema lineal: 4 = M~'4 no es la mas
comun. Una fo rma mas correcta de introducir el precondicionador es dividir el mismo
como M = M| M, y transformar el sistema a

M7 AM; (Max) = Mi'h (2.32)

Las matrices M, y M, se llaman precondicionador izquierdo y derecho
respectivamente.

Un método iterativo puede precondicionarse de acuerdo al siguiente esquema:
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1. Se transforma el vector término independiente b = M7'b

2. Se aplica el método iterativo sin precondicionar, pero reemplazando la matriz de coeficientes 4
por M{'AM5' y la solucion de ese sistema la llamamos y

3. Secalculax = M;'y

El punto teérico importante es que la matriz de coeficientes transformada M;' AM;'
preserva algunas propiedades de la matriz A, por ejemplo, si 4 es positiva definida y
M, = MT; entonces la matriz de coeficientes transformada es igual simétrica y positiva
definida.

Mostraremos brevemente las técnicas mas populares usadas para precondicionar un
sitema general. Muchos invetsigadores se han concentrado en el desarrollo de buenos
precondicionadores. Existen 3 criterios a la hora de buscar un buen precondicionador M
para la matriz A:

1. Usando el precondicionador M se debe reducir el nimero de iteraciones necesarias para la
convergencia

2. M debe ser facil de calcular. Es decir, el costo de construir el precondicionador debe ser
pequefio en comparacién con el costo total de resolucién del problema.

3. Elsistema Mz = r debe ser facil de resolver,

Una de las multiples clasificaciones de los precondicionadores es aquella que los divide
en: algebraicos y multinivel. Los algebraicos dependen unicamente de la estructura
algenraica de la matriz de coeficientes 4, se pueden calificar como a posteriori, ya que s6lo
dependen de la matriz de coeficientes y no de los detalles del proceso de construccion del
sistema lineal. El escalado diagonal y las factorizaciones incompletas como las de Cholesky
y LU son ejemplos tipicos de precondicionadores algebraicos. Los precondicionadores
multinivel son menos generales ya que dependen del conocimiento de la ecuacién
diferencial o el proceso de discretizacion que da lugar al sistema. Estos precondicionadores
se califican como a priori, ya que dependen de la informacién sobre la construccion de la
matriz de coeficientes antes que de la matriz en si misma.

El mayor rendimiento se consigue con el precondicionador multinivel, ya que muchos
de ellos consiguen una tasa de convergencia ptima. Ademas muchos precondionadores
multinivel son facilmente paralelizable. Sin embargo, requieren de un conocimiento a priori
sobre la formacién del sistema lineal, y esta informacion no siempre se conoce.

BICG y CGS

El GMRES retiene la ortogonalidad de los residuos usando recurrencia a costa de un al
to requerimiento de memoria. Hay otros métodos como BICG (Bi-Conjugate Gradient), el
CGS (Conjugate Gradient Squared) o el BICGSTAB (Bi-Conjugate Gradient Stabilized) que

siguen aproximaciones distintas.

BICG

Las iteraciones del B/CG construyen aproximaciones en el mismo subespacio de Krylov
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que el GMRES pero més baratas en cada paso. La diferencia con el GMRES es que ahora la
condicion de orotgonalidad es ahora:

rm L {70, ATF5,(ATY'F5, ... (AT)" '3 } (2.33)

donde 75 € C” es un vector que normalmente se toma igual a ry.

Basado en la notacion de los métodos de proyeccion el BICG es un proceso de
proyeccion sobre

Km = gen{vi, 4Av,,...,A™'v,} (2.34)
ortogonalmente sobre
Ly = gen{w1,d™w1,....,(47)" 'w; } (2.35)

tomando usualmente v; = r/||r¢ ||. El vector w, es arbitrario, provisto de la propiedad de
que < vi,w; >* 0.

El método es derivado de una extension para matrices no simétricas del algoritmo de
Lanczos para matrices simétricas. Calcula las aproximacion x; usando O(1) operaciones
vectoriales frente a las O(#) que necesita el GMRES. Ademas la demanda de memoria no
aumenta con el nimero de iteraciones. El hecho de necesitar el uso de 47 puede resultar una
desventaja para ciertas estructuras de datos dispersas, debido al indireccionamiento de las
mismas.

CGS
Es una modificacion del BICG que sé6lo requiere multiplicar por la matriz 4 . La idea
detras de este método es la busqueda de una secuencia de iteraciones de tal forma que la
norma del residuo en cada iteracion satisfaga:

rj = p}(A)ro (2.36)

en lugar de r; = p;(4)ro condicién que cumple el BIC.

Una de las desventajas fundamentales del CGS es que su comportamiento a nivel de
convergencia es bastante irregular, lo que puede dar lugar a una pérdida de presici6n al
actualizar el residuo. Ademas tiende a diverger cuando la eleccion de la solucion inicial esta
proxima a la solucion real

TMRES

En el GMRES de Saad y Schultz el residual » = b — Ax es minimizado sobre un espacio
de Krylov generado por la matriz 4. La aproximacion para residuales transformados
TMRES (Transformed minimal residual approach) esta basada en la particion 4 = S - T,
donde S es una matriz invertible y el radio espectral de S~' 7" es menor o igual que 1

(p(S'T) < 1). El residual transformado S~'r es minimizado sobre x = xo +z conz en el
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espacio de Krylov
Kn(S7'T.g) = gen(g.(S' T)g.(57'T)’g.....(S' )" 'g) (2.37)

generado por S! 7'y arrancando con g = S~ (b — 4x).

Aunque el esquema iterativo asociado Sx.; = Tx,, + b converge lentamente cuando 4
es casi singular, nosotros observamos que K,,(S' 7, g) a menudo rinden una buena
aproximacion a la solucién de Ax = b para m relativamente pequefio. Teoricamente el
espacio de Krylov generado por ™! T es el mismo que genera el GMRES tomando como
precondicionador la matriz ™' 4. Numéricamente éstos espacios difieren porque las
matrices S~' 7'y S~ 4 son diferentes.

El Algoritmo TMRES

1. 4 =58-T, Sinvertible, (p(S IT) 1)
oA

2. g=S1(b—dx), vi =&, e=T, e =gl

3. forj = 1 :hallar convergencia

4. s = 8(Tv))

3. i =1z

6 hj =< s,v; >

7/ 5 = 85—vihy

8. end

9. hj+1j = ”S”

10. Vi = B

1L hi =h;—1

12, fori=1:j-1

13. HG:i+1,j)=0:;H(@i :i+1,))

14. end

15, Q; = Givens(H(j : j + 1,j))

16. H(G:j+1,j) = Q;H( : j+ 1,j)
17 e :j+1)=Qje(G : j+1)

18. end

19. x; =xo+ V;(H(1 :j,1 : j))'e(1 : )

Posibles cambios para S con la propiedad de p(S™'T) < 1

1. Si 4 es simétrica y positiva definida, entonces S = L donde L es la matriz triangular inferior de
A (cambio de Gauss-Seidel)

2. Si A es diagonal dominante, entonces S = L (L por Gauss-Seidel )0 S = D donde Des la
matriz diagonal de 4.
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Comparacion entre el GMRES, TMRES

Para tener una idea ain mas clara de las ventajas de cada uno de los métodos de
proyeccion en la resolucion de Sistemas de Ecuaciones Lineales presentaremos 6
situaciones y mostraremos el comportamiento de cada uno de éstos métodos. Para ellos
observaremos el comportamiento de los residuales hasta alcanzar la tolerancia exigida
tol = 1077 . Se tomaron éstos dos métodos por ser el TMRES el mas novedoso y el
GMRES uno de los métodos de mayor eficiencia y de comprobada eficacia.

Primer Caso A = rand(100) + 2100

Comportamiento del GMRES vs TMRES
1 T T r T T T T

\\ 3
N TMRES
N — GMRES

Logartimo Decimal del Error
% '
/

:7 1 1 1 L L L 1 1
0 10 20 30 40 50 60 70 80 20
iteraciones

Figura 2.13

La distribucién de los autovalores de este sistema ya fue analizada, puede observarse
como el GMRES es menos eficiente y necesita de muchas mas iteraciones para alcanzar la
solucion para este sistema de ecuaciones. Recordemos que la grafica muestra el logaritmo
decimal de la norma del vector residual a medida que los métodos desarrollan mas
iteraciones. El TMRES es mas eficiente porque la matriz en cuestién es diagonal dominante
y la eleccion de la matriz S = diag(A4) garantiza que se cumpla la condicién p(S7'T) < 1y
por ende el mejor performance de éste método sobre el otro.
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Segundo Caso: A = A* + Dcon A* = 26 + 0,5%:‘;& y D una matriz
km

diagonal con entradas complejas dx = (-2 + 2sin ) +icos 6 6k = 5f,
0<k<99

Comportamiento del GMRES vs TMRES

2 1
— TMRES
— GMRES ||
5
=
w - -
-
= -
E
-
(=] -
(=]
E
5t -
s
s -
Ty
6+ 4
= g L 1 I L 1 1 1
0 10 20 30 40 50 60 70 80

feraciones

Figura 2.14: Matriz Diagonal para el TMRES
En este caso se presentan los dos comportamientos del TMRES tomando S = lower(4)
la matriz triangular inferior de 4 y 4 = diag(4) la matriz cuya diagonal son los elementos
de la diagonal principal de 4. Dado que el sistema es diagonal dominante la eleccion de la
matriz diagonal como particion para el TMRES es mas eficiente que la matriz triangular
inferior. Esto se evidencia en el comportamiento de uno u otro planteamiento.

Comportamiento del GMRES vs TMRES

3 . :
—— TMRES
2+ —— GMRES H
1 J
& of .
w
21 4
-
§2 i
==
g3t .
=
S 4l |
3
5t i
6t i
7

iteraciones

Figura 2.15: Matriz Triangular Inferior para el TMRES
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Aunque el TMRES termina siendo mas eficiente es importante notar como las primeras
iteraciones del método no mejoran la aproximacion a la solucién por el contrario se alejan de
ella mientras que el GMRES aunque tarda mas todas sus iteraciones fueron de pendiente
negativa, es decir, siempre hubo mejoria en las soluciones calculadas

Tercer Caso A = rand(100) — 2710

Comportamiento del GMRES vs TMRES
1 T T e T T T T i e
— TMRES
— GMRES

Logartimo Decimal del Error

0 10 20 30 40 50 60 70 B0 90 100
iteraciones

Figura 2.16

En esta situacion el TMRES no demuestra su superioridad sobre el GMRES,
recordemos que el TMRES necesita de una particion tal que se cumpla la condicién
p(S7'T) < 1 los cambios elementales, no funcionan y su comportamiento es similar al
GMRES. El siguiente caso evidencia que la biisqueda de esta particion no es tarea facil y
que puede no apartarnos de la solucion del sistema

Cuarto Caso A = rand(100)

Como se puede apreciar el TMRES no converge a la solucién mientras el GMRES
necesita de casi todos los elementos de la base del espacio de Krylov necesarios para hallar
la convergencia. Recordemos que el GMRES converge a lo mas en m = dim(A4) osea si el
espacio donde pertenece la solucion tiene dimension 100 el GMRES converge en un
maximo de 100 iteraciones
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Comportamiento del GMRES vs TMRES
2 T L] T T

— TMRES

Nt
0 rJ N —— GMRES ||
Sl J
-
=
£ 5 j
$
o gl J
E
510 -
5
2k ;)
14t ]
_16 L L L L L
0 20 40 B0 80 100 120
iteraciones
Figura 2.17
Quinto Caso 4 de la forma siguiente:
f
ai; =2
@i =~ =1
A=<
aii1 = —1
L 0 en otro caso

Este ejemplo es particularmente importante ya que al resolver numéricamente sistemas
de ecuaciones diferenciales las matrices que normalmente se encuentran son matrices
simétricas, lo que induce a pensar en el método de Gradiente Conjugado como una
alternativa, hay que recordar que ademés de simetria este método exige que la matriz sea
Positivo Definida, aunque esta matriz es simétrica no cumple la segunda condicién es por
ello que el método tiene un comportamiento tan irregular sin embargo converge a la
solucién en el mismo nimero de pasos del GMRES, el TMRES simplemente necesita de
muhcas mas iteraciones para poder acceder a la solucion buscada.
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Comportamiento del GMRES vs TMRES vs CG

B T T T T T T T 1 T
—— TMRES
6} pAITTITTTTT — GMRES |-
\\ — G
4F il
B 2 .
w
2 of d
B \
% 2} h
a
£ 4 1
o
o
g 6 1
8t |
0f g
42 I 1 1 I L 1

teraciones

Figura 2.18

Sexto y Ultimo Caso A4 de la siguiente forma:

ajj = 4—k
aiis1 = -1
4= ﬁ @ija = 1
aii1 = -1
aiiq =1
_ 0 en otro caso

0 10 .| 30 40 50 B0 70 B0 950 100

La matriz vuelve a ser simétrica mds no positivo definida, recordemos que esta

condicion es fuerte:

(Au,u) > 0Vu € Rk

aunque no cumple con serlo el método termina por converger de una forma muy irregular el

GMRES mantiene su regular convergencia.
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Comportamiento del GMRES vs TMRES
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Figura 2.19

k=-2

Aunque la matriz es similar a la anterior, simétrica y no positiva definida, sélo hemos
cambiado la diagonal principal, el método de Gradiente Conjugado tiene un mejor
comportamiento que el GMRES y el TMRES. Con o cual se evidencia una de las
caracteristicas de los métodos de proyeccion: la pertinencia de uno u otro depende
Ginicamente de las caracteristicas del sistema y aunque tedricamente un método tenga
ventajas sobre otro en la practica pueden ser igualmente competitivos, como en este caso.

Comportamiento del GMRES vs TMRES

[— T™RES
— GMRES
— CG

: \\\
AN

i N R ]

Logartimo Decimal del Error
w
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[} 2 4 6 8 10 12 14 16
iteraciones

Figura 2.20
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Conclusiones

. La necesidad de los métodos de proyeccion es evidente, resolver un sistema de ecuaciones

lineales de 100 o més variables es una tarea muy compleja para los métodos convencionales de
resolucion de sistemas de ecuaciones.

. Es necesario estudiar previamente las condiciones espectrales de la matriz de coeficientes del

sistema de manera de poder implementar particiones adecuadas para implementar el TMRES y
acceder a soluciones mas eficientes.

. El GMRES garantiza la convergencia del método en m = dim(4 ) caracteristica de la cual

adolece el TMRES al no encontrar una particion que garantice p(S™'T) < 1 esta condicion es
muy fuerte. Sin embargo los cambios elementales: Gauss - Seidel y Jacobi funcionan bastanate
bien para muchos ejemplos.

. Entodos los ejemplos desarrollados el GMRES demostr6 ser mondtonamente convergente

|7ms1 || < |l7m || aunque el nimero de iteraciones necesarias puede ser inferior utilizando otro
método éste puede no garantizar la regularidad demostrada por este método.

. Las Técnicas de Precondicionamiento son sin lugar a duda un area de gran importancia a nivel

investigativo ya que las caracteristicas espectrales (la distribucién de los autovalores) puede ser
radicalemente mejor facilitando asi la implementacion de los métodos de proyeccion.

. E1 CG impone condiciones muy fuertes para ser aplicado, sin embargo obviar la condicion de

Positivo Definida puede llevar a resultados satisfactorios, sobre todo si el sistema es Diagonal
Dominante. Ademés chequear la propiedad de ser positiva definida para una matriz no es
sencillo, a veces imposible. Sin emabrgo, no podemos olvidar que asi como el GMRES
garantiza convergencia mondtona el CG también lo hace bajo los supuestos ya estudiados.

. Hemos conjugado el Algebra Lineal, el Célculo Numérico y la Computacién para desarrollar

métodos eficientes y necesarios para resolver grandes Sistemas de Ecuaciones Lineales.

. El vinculo de los autovalores y el Algortimo de Arnoldi es sin duda uno de los vinculos mas

importantes entre los métodos de proyeccion, el estudio de las Ecuaciones Diferenciales y la
prediccién del comportamiento de éstos métodos en la resolucion de los sistemas de
Ecuaciones.

. Préximos trabajos se concentraran en el estudio de Precondicionadores y en su relacion con los

planteamientos establecidos en la Simulacion de Yacimientos Petroleros para resolver los
Sistemas de Ecuaciones Diferenciales y sus consecuentes Sistemas Lineales.
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